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요약

실감형 미디어를 구성하기 위해서는 다시점 영상 또는 비디오들

로 구성된 대용량의 콘텐츠가 필수적이다. 이러한 콘텐츠는 다

량의 카메라들을 목적에 따라 배치하여 획득하므로 영상 구성의 

복잡성과 콘텐츠의 크기가 급격히 커진다는 문제점을 갖고 있

다. 3D 미디어 환경에서 카메라의 개수를 최소화하면서도 목적

에 맞게 다양한 시점을 제공할 수 있는 가상시점 영상 생성은 핵

심적인 기술이다. 본 기고문에서는 다시점 영상과 비디오로부터 

학습 기반의 가상 시점 영상 생성 연구들에 대해 체계적인 조사

를 통해 그 결과를 다음과 같이 제시한다. 첫째, 가상 시점 영상 

생성에 대한 배경 개념을 정의한다. 둘째, 제안하는 분류 방식에 

따라 기존의 제안된 방법들을 상세하게 분석한다. 셋째, 가상 시

점 영상 생성에 주로 사용되는 관련 데이터셋을 조사한다. 마지

막으로는 각 연구들이 갖고 있는 특징들을 분석하고, 정량적, 정

성적 평가 결과를 비교한다.

Ⅰ. 서 론

입력 영상으로부터 가상 시점 생성은 VR/AR, 홀로그

램 등의 콘텐츠와 함께 컴퓨터 그래픽스, 3D 디스플레

이, 게임 산업과 같은 실감 미디어에 다양한 적용 및 활

용이 가능함에 따라 관련 연구들[5, 7, 10, 11, 14, 15, 

16, 17, 18, 20, 21, 22, 24, 26, 29, 30, 33]이 많은 관심

을 받고 있다. 최근 딥러닝을 활용한 가상 시점 영상 생

성 기술들은 고전적인 기술에 비해 많은 성능 향상을 이

루고 있다. 이를 크게 분류하면 다중뷰 스테레오 기반 

최적화 접근법[7, 8, 26]과 학습 기반 접근법으로 분류

할 수 있다. 또한 학습 기반의 접근법은 입력으로 들어

오는 형태에 따라 세부적으로 단일 영상[16, 18, 24] 기

반, 다중 시점 영상[5, 11, 6, 13, 30, 33] 기반 또는 비디

오[8, 31]를 기반으로 분류한다. 
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학습 기반의 접근법은 기존의 장면 표현 방식과 학습 

기반 네트워크와의 결합, 새로운 학습 기반의 모델을 제

시, 학습 과정에 미분 가능한 형태의 렌더러를 포함하는 

등의 다양한 연구들이 진행되고 있다. 본 기고문에서는 

단일 또는 다시점 영상과 비디오를 입력으로 하는 가상 

시점 영상 생성 기법들을 입력에 따라 기술들을 분류하

고 제안된 논문들에서 사용된 모델링, 렌더링 기법들을 

살펴본다. 또한, 정량적 및 정성적 결과를 포함한 연구

들의 분석 결과를 제시한다.

Ⅱ. 문제 정의

가상 시점 생성은 다음과 같이 정의한다. Xi를 임의

시점 i의 영상, Pi를 카메라 파라미터라 할 때, N개의 

영상 Xi = (X1, …, XN)과 카메라 파라미터 Pi = (P1, …, 

PN)를 입력으로 하여 가상 시점 t의 영상 Xt를 생성한

다. 일반적으로 가상 시점 생성은 IBR(image-based 

rendering)를 기반으로 입력 영상들의 화소들 간의 관

계를 이용하여 생성하거나, IBR과 깊이 정보를 기반해 

3D warping으로 생성한다. 본 기고문에서는 이와 같은 

고전적인 방식과 결합한 학습 기반의 모델링 방식을 이

용하여 하나 이상의 영상 또는 비디오를 입력으로 한 기

술들에 관련된 연구들을 살펴본다.  

 

    

Ⅲ. 영상으로부터의 가상 시점 영상 
생성

학습 기반의 가상 시점 영상 생성은 주어진 하나 이상

의 영상으로부터 3D 구조를 추정하여 학습된 장면 표현 

방식을 렌더링 함으로써 얻을 수 있다. 렌더링 과정은 

장면을 어떤 구조로 표현했는지에 따라 변화한다. 특히 

입력이 제한적인 단일 영상으로부터 학습하는 방식은 

3.1절에서 자세히 설명한다. 다시점의 영상을 입력으로 

학습하는 방식은 풍부한 기하 정보를 바탕으로 단안 영

상에 비해 높은 품질의 영상을 생성할 수 있으며 이는 

3.2절에서 다양한 연구들을 통하여 설명한다. 

1. 단안 영상 기반 기법

<그림 1>은 appearance 또는 3D 기하 정보를 이용한 

가상 시점 영상 생성모델 구조를 보여준다. Tatarchenko 

등은 가상 시점 영상의 화소 값들을 단순히 입력 영상과 

가상 시점 정보로부터 직접적으로 추정하는 방식을 제

안하였다[15]. 입력 영상으로부터 추출된 특징들을 3D 

	  
그림	   1.	   Appearance	   Flow	  가상	  시점	  합성[29](왼쪽)과	   [16](오른쪽)의	  모델	  구조	  

	  
3.1.	   단안 	   영상 	   기반 	   기법 	  

그림1은	   appearance	   또는	   3D	   기하정보를	   이용한	   가상	   시점	   영상	   생성모델	   구조를	  
보여준다.	   Tatarchenko등은	   가상	   시점	   영상의	   화소	   값들을	   단순히	   입력	   영상과	   가상	   시점	  
정보로부터	   직접적으로	   추정하는	   방식을	   제안하였다[15].	   입력	   영상으로부터	   추출된	   특징들을	   3D	  
표현으로	   간주하고,	   fully	   connected	   layer를	   통해	   인코딩된	   시점	   변화	   정보와	   결합하여	   디코더	  
계층을	   통과하여	   결과	   영상을	   생성한다.	   또한	   Zhou	   등은	   단순히	   네트워크를	   통하여	   화소	   값을	  
생성하는	   것이	   아닌	   입력으로	   들어오는	   영상의	   화소	   값을	   활용하여	   영상의	   품질을	   향상시키는	  
방법[29]을	   제안하였다.	   이는	   시점은	   다른	   동일한	   물체의	   모습(텍스처,	   모양,	   컬러	   등)들은	   높은	  
상관관계를	   갖고	   있다는	   관측을	   바탕으로	   인코더-‐디코더	   구조를	   활용하여	   appearance	   flow를	  
추정한다.	  추정된	   flow벡터와	  입력영상을	  양선형	  보간법을	  통해	  결과	  영상을	  생성한다.	   	   	   	  

Liu등은	   학습을	   통해	   호모그래피들을	   추정하는	   geometry-‐aware네트워크를	   제안하였다[16].	  
제안된	   방법은	   두개의	   서브	   네트워크로	   구성되어	   있다.	   첫	   번째	   단계에서는	   네트워크를	   통해	  
입력영상으로부터	   깊이맵과	   법선맵을	   추정한다.	   이후	   예측한	   두개의	   맵을	   사용하여	   입력영상을	  
일정	   개수의super	   pixel로	   분할한다.	   앞서	   예측한	   깊이정보,	   법선정보,	   super	   pixel과	   함께	  
입력영상과	   가상	   시점의	   상대적인	   자세정보로부터	   다수의	   호모그래피를	   추정하여	   합성	   영상	  
후보들을	  생성한다.	  두	  번째	  네트워크는	  각	  화소가	  생성된	  호모그래피들	  중에서	  하나를	  통해	  가상	  
시점을	   생성하는지를	   나타내는	   선택	   마스크를	   추정한다.	   최종적으로	   선택	   마스크에	   따라	   합성	  
영상들을	  조합하여	  결과	  영상을	  생성한다.	  

Wiles	   등은	   미분가능한	   포인트	   클라우드	   렌더러를	   통하여	   가상	   시점을	   생성하는	   SynSin을	  
제안하였다[18].	   해당	   네트워크는	   먼저	   각각의	   네트워크를	   통하여	   특징맵과	   깊이맵을	   추정하여	  
이를	   포인트	   클라우드로	   생성한다.	   생성된	   포인트	   클라우드는	   입력으로	   주어진	   자세	   변화를	   통해	  
이동되며	   제안된	   미분가능한	   포인트	   클라우드	   렌더러를	   통해	   해당	   시점의	   특징맵을	   생성한다.	  
마지막으로	   결과	   시점의	   특징맵으로부터	   적대적	   생성	   네트워크를	   기반으로	   가상	   시점	   영상을	  
생성한다.	  
	  
3.2.	  다시점 	   영상 	   기반 	   기법 	  

다시점	   영상을	   통한	   가상	   시점	   생성	   또한	   장면	   표현	   방식을	   정의하고,	   이를	   추정하여	   가상	  
시점의	   영상을	   렌더링한다.	   학습은	   렌더링	   생성	   결과와	   가상	   시점의	   참값	   영상과의	   손실	   함수	  
계산을	   통해	   진행된다.	   이러한	   접근법은	   단안	   영상	   기반의	   접근법보다	   많은	   입력영상들로	   인해	  
풍부한	   정보를	   갖고	   있어	   뛰어난	   품질의	   영상을	   생성할	   수	   있다는	   점에서	   많은	   연구들이	  
진행되었다.	  최근까지도	  다수의	  연구들[5,	  10,	  11,	  17,	  20,	  21,	  22,	  30,	  33,	  6,	  9,	  13,	  25,	  28,	  31]에서	  다시점	  
영상	   기반으로	   가상	   시점을	   생성하는	   좋은	   성능을	   보여주고	   있다.	   다시점	   영상	   기반의	   접근법은	  
사용된	  장면	  표현	  방식을	  기준으로	  분류하였으며	  본	  기고문에서는	   multi-‐plane	  images	  (MPI),	  neural	  
implicit	  representation로	  분류한다.	  

	  

<그림 1> Appearance Flow 가상 시점 합성[29](왼쪽)과 [16](오른쪽)의 모델 구조
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표현으로 간주하고, fully connected layer를 통해 인코

딩된 시점 변화 정보와 결합하여 디코더 계층을 통과하

여 결과 영상을 생성한다. 또한 Zhou 등은 단순히 네트

워크를 통하여 화소 값을 생성하는 것이 아닌 입력으로 

들어오는 영상의 화소 값을 활용하여 영상의 품질을 향

상시키는 방법[29]을 제안하였다. 이는 시점은 다른 동

일한 물체의 모습(텍스처, 모양, 컬러 등)들은 높은 상

관관계를 갖고 있다는 관측을 바탕으로 인코더-디코더 

구조를 활용하여 appearance flow를 추정한다. 추정

된 flow 벡터와 입력 영상을 양선형 보간법을 통해 결

과 영상을 생성한다.   

Liu 등은 학습을 통해 호모그래피들을 추정하는 

geometry-aware 네트워크를 제안하였다[16]. 제안된 

방법은 두 개의 서브 네트워크로 구성되어 있다. 첫 번

째 단계에서는 네트워크를 통해 입력 영상으로부터 깊

이 맵과 법선 맵을 추정한다. 이후 예측한 두 개의 맵을 

사용하여 입력 영상을 일정 개수의 super pixel로 분할

한다. 앞서 예측한 깊이 정보, 법선 정보, super pixel

과 함께 입력 영상과 가상 시점의 상대적인 자세 정보로

부터 다수의 호모그래피를 추정하여 합성 영상 후보들

을 생성한다. 두 번째 네트워크는 각 화소가 생성된 호

모그래피들 중에서 하나를 통해 가상 시점을 생성하는

지를 나타내는 선택 마스크를 추정한다. 최종적으로 선

택 마스크에 따라 합성 영상들을 조합하여 결과 영상

을 생성한다.

Wiles 등은 미분가능한 포인트 클라우드 렌더러를 통

하여 가상 시점을 생성하는 SynSin을 제안하였다[18]. 

해당 네트워크는 먼저 각각의 네트워크를 통하여 특징 

맵과 깊이 맵을 추정하여 이를 포인트 클라우드로 생성

한다. 생성된 포인트 클라우드는 입력으로 주어진 자세 

변화를 통해 이동되며 제안된 미분가능한 포인트 클라

우드 렌더러를 통해 해당 시점의 특징 맵을 생성한다. 

마지막으로 결과 시점의 특징 맵으로부터 적대적 생성 

네트워크를 기반으로 가상 시점 영상을 생성한다.

2. 다시점 영상 기반 기법

다시점 영상을 통한 가상 시점 생성 또한 장면 표현 

방식을 정의하고, 이를 추정하여 가상 시점의 영상을 렌

더링한다. 학습은 렌더링 생성 결과와 가상 시점의 참값 

영상과의 손실 함수 계산을 통해 진행된다. 이러한 접근

법은 단안 영상 기반의 접근법보다 많은 입력 영상들로 

인해 풍부한 정보를 갖고 있어 뛰어난 품질의 영상을 생

성할 수 있다는 점에서 많은 연구들이 진행되었다. 최

근까지도 다수의 연구들[5, 10, 11, 17, 20, 21, 22, 30, 

33, 6, 9, 13, 25, 28, 31]에서 다시점 영상 기반으로 가

상 시점을 생성하는 좋은 성능을 보여주고 있다. 다시점 

영상 기반의 접근법은 사용된 장면 표현 방식을 기준으

	  
그림	   2.	   Stereo	   Magnification[30](왼쪽)과	   [22](오른쪽)의	  모델	  구조	  

	  

Multi-plane	   images:	   다중	   평면	   영상은	   복수의	   고정된	   깊이	   평면들을	   기준으로	   각	   평면의	  
영상을	   RGB와	   alpha로	  구성한	  장면	  표현	  방식을	  의미한다.	   [30]에서	   Zhou	  등은	  딥러닝	  프레임워크	  
상에	   MPI를	   활용한	   가상	   시점	   생성을	   최초로	   제안하였다.	   주요	   아이디어는	   다음과	   같다.	   먼저	  
입력은	   좁은	   베이스라인을	   갖는	   스테레오	   영상이	   사용되는데,	   자세정보를	   따로	   네트워크의	  
입력으로	   주지	   않고	   스테레오	   영상을	   이용하여	   계산한	   plane	   sweep	   volume(PSV)을	   통해	  
간접적으로	   제공한다.	   이와	   같이	   계산된	   PSV와	   입력	   영상은	   인코더-‐디코더	   구조의	   네트워크를	  
통해	   컬러	   영상과	   alpha	   영상을	   얻을	   수	   있으며	   호모그래피를	   이용하여	   가상	   시점의	   영상을	  
렌더링한다.	   	  

Srinivasan등은	   이론적인	   분석을	   통해	   [30]에서	   제안된	   MPI의	   가용한	   렌더링	   범위는	   평면	  
영상의	   개수에	   대해	   선형적으로	   증가함을	   보였다[22].	   이러한	   분석을	   바탕으로	   3D	   CNN기반의	  
네트워크를	   사용하여	   무작위의	   해상도로	   훈련을	   진행한다.	   최소	   32개에서	   최대	   128개의	   평면의	  
개수가	   선택되며,	   제한된	   GPU	   메모리	   크기를	   고려하여	   공간해상도도	   결정한다.	   이와	   같은	  
훈련법으로	   추가적인	   GPU	   메모리의	   사용	   없이	   고해상도와	   평면의	   개수를	   확장한	   성능을	   갖도록	  
학습이	   진행된다.	   마지막으로	   MPI	   장면	   표현	   방식에서는	   각	   평면들의	   중복되는	   텍스처들이	   많이	  
존재하여	   렌더링	   과정을	   거친	   영상에서	   화소들이	   반복되는	   에러가	   발생하였다.	   이를	   제거하기	  
위해	   앞서	   설명한	   네트워크를	   통해	   추측한	   초기	   MPI에서	   표면	   요소들을	   추출하여	   중간	   단계의	  
MPI를	   생성한다.	   이를	   또다른	   CNN기반의	   네트워크를	   통하여	   최종적인	   alpha	   맵과	   flow	   벡터들을	  
예측한다.	  최종적인	  컬러영상은	  예측된	   flow	  벡터와	  중간	  단계의	   MPI를	  통해	  계산한다.	   	  
	   	   	   	  기존의	   MPI	   기반	   방식들은	   스테레오	   영상으로부터	   내삽된(interpolated)시점의	   영상을	  
생성하고	   더욱	   나아가	   외삽된(extrapolated)	   시점의	   영상	   생성을	   가능하게	   하였다[22,	   30].	   그러나	  
앞선	   방식들은	   짧은	   기준선을	   갖는	   스테레오	   영상에	   한정되어	   있다.	   한편	   [5]에서	   제안된	   방법은	  
5개의	   입력	   영상으로부터	   각각의	   추정된	   MPI들로부터	   가중치에	   따라	   조합하여	   넓은	   시점	   변화를	  
보여주는	   결과	   영상들을	   생성하였다.	   또한	   [32]에서	   제안된	   기법은MPI의	   각	   복셀을	   RGBA값	   외에	  
잠재	  특징	  벡터를	  도입하여	  시간	  변화에	  따른	  외양의	  변화를	  제어할	  수	  있게	  확장하였다.	   	  
	  

	  
그림	   3.	   NeRF[6](왼쪽)과	   NSVF[13](오른쪽)의	  모델	  구조	  

	  

Neural	   Scene	   representation:	   이	  접근법은	   2D	  영상	  혹은	   3D	  장면	  정보를	  복셀	  그리드,	  포인트	  
클라우드,	   메쉬와	   같은	   명시적인	   기하	   표현	   방식이	   아닌	   신경망으로	   파라미터화하여	   장면을	  
표현하는	   내재적인	   표현을	   사용한다.	   이는	   기존의	   기법과	   같이	   3D장면을	   양자화하여	   표현하는	  
것이	   아닌	   연속적인	   값으로	   나타내는	   방식이라는	   장점을	   갖고	   있다.	   그림3은	   neural	   scene	  
representation들의	   파이프라인을	   보여준다.	   Mildenhall	   등에	   의해	   제안된	   NeRF는	   장면에	   대한	  
neural	   radiance	   field를	   최적화하는	   방식으로	   가상	   시점	   영상	   생성의	   인상적인	   결과를	  

<그림 2> Stereo Magnification[30](왼쪽)과 [22](오른쪽)의 모델 구조
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로 분류하였으며 본 기고문에서는 multi-plane images 

(MPI), neural implicit representation로 분류한다.

• Multi-plane images

다중 평면 영상은 복수의 고정된 깊이 평면들을 기준

으로 각 평면의 영상을 RGB와 alpha로 구성한 장면 표

현 방식을 의미한다. [30]에서 Zhou 등은 딥러닝 프레임

워크 상에 MPI를 활용한 가상 시점 생성을 최초로 제안

하였다. 주요 아이디어는 다음과 같다. 먼저 입력은 좁

은 베이스라인을 갖는 스테레오 영상이 사용되는데, 자

세 정보를 따로 네트워크의 입력으로 주지 않고 스테레

오 영상을 이용하여 계산한 plane sweep volume(PSV)

을 통해 간접적으로 제공한다. 이와 같이 계산된 PSV와 

입력 영상은 인코더-디코더 구조의 네트워크를 통해 컬

러 영상과 alpha 영상을 얻을 수 있으며 호모그래피를 

이용하여 가상 시점의 영상을 렌더링한다. 

Srinivasan 등은 이론적인 분석을 통해 [30]에서 제안

된 MPI의 가용한 렌더링 범위는 평면 영상의 개수에 대

해 선형적으로 증가함을 보였다[22]. 이러한 분석을 바

탕으로 3D CNN기반의 네트워크를 사용하여 무작위의 

해상도로 훈련을 진행한다. 최소 32개에서 최대 128개

의 평면의 개수가 선택되며, 제한된 GPU 메모리 크기

를 고려하여 공간 해상도도 결정한다. 이와 같은 훈련법

으로 추가적인 GPU 메모리의 사용 없이 고해상도와 평

면의 개수를 확장한 성능을 갖도록 학습이 진행된다. 마

지막으로 MPI 장면 표현 방식에서는 각 평면들의 중복

되는 텍스처들이 많이 존재하여 렌더링 과정을 거친 영

상에서 화소들이 반복되는 에러가 발생하였다. 이를 제

거하기 위해 앞서 설명한 네트워크를 통해 추측한 초기 

MPI에서 표면 요소들을 추출하여 중간 단계의 MPI를 

생성한다. 이를 또다른 CNN 기반의 네트워크를 통하여 

최종적인 alpha 맵과 flow 벡터들을 예측한다. 최종적

인 컬러영상은 예측된 flow 벡터와 중간 단계의 MPI를 

통해 계산한다. 

기존의 MPI 기반 방식들은 스테레오 영상으로부터 

내삽된(interpolated)시점의 영상을 생성하고 더욱 나

아가 외삽된(extrapolated) 시점의 영상 생성을 가능하

게 하였다[22, 30]. 그러나 앞선 방식들은 짧은 기준선을 

갖는 스테레오 영상에 한정되어 있다. 한편 [5]에서 제안

된 방법은 5개의 입력 영상으로부터 각각의 추정된 MPI

들로부터 가중치에 따라 조합하여 넓은 시점 변화를 보

여주는 결과 영상들을 생성하였다. 또한 [32]에서 제안

된 기법은 MPI의 각 복셀을 RGBA 값 외에 잠재 특징 

벡터를 도입하여 시간 변화에 따른 외양의 변화를 제어

할 수 있게 확장하였다. 

• Neural Scene representation

이 접근법은 2D 영상 혹은 3D 장면 정보를 복셀 그

	  
그림	   2.	   Stereo	   Magnification[30](왼쪽)과	   [22](오른쪽)의	  모델	  구조	  

	  

Multi-plane	   images:	   다중	   평면	   영상은	   복수의	   고정된	   깊이	   평면들을	   기준으로	   각	   평면의	  
영상을	   RGB와	   alpha로	  구성한	  장면	  표현	  방식을	  의미한다.	   [30]에서	   Zhou	  등은	  딥러닝	  프레임워크	  
상에	   MPI를	   활용한	   가상	   시점	   생성을	   최초로	   제안하였다.	   주요	   아이디어는	   다음과	   같다.	   먼저	  
입력은	   좁은	   베이스라인을	   갖는	   스테레오	   영상이	   사용되는데,	   자세정보를	   따로	   네트워크의	  
입력으로	   주지	   않고	   스테레오	   영상을	   이용하여	   계산한	   plane	   sweep	   volume(PSV)을	   통해	  
간접적으로	   제공한다.	   이와	   같이	   계산된	   PSV와	   입력	   영상은	   인코더-‐디코더	   구조의	   네트워크를	  
통해	   컬러	   영상과	   alpha	   영상을	   얻을	   수	   있으며	   호모그래피를	   이용하여	   가상	   시점의	   영상을	  
렌더링한다.	   	  

Srinivasan등은	   이론적인	   분석을	   통해	   [30]에서	   제안된	   MPI의	   가용한	   렌더링	   범위는	   평면	  
영상의	   개수에	   대해	   선형적으로	   증가함을	   보였다[22].	   이러한	   분석을	   바탕으로	   3D	   CNN기반의	  
네트워크를	   사용하여	   무작위의	   해상도로	   훈련을	   진행한다.	   최소	   32개에서	   최대	   128개의	   평면의	  
개수가	   선택되며,	   제한된	   GPU	   메모리	   크기를	   고려하여	   공간해상도도	   결정한다.	   이와	   같은	  
훈련법으로	   추가적인	   GPU	   메모리의	   사용	   없이	   고해상도와	   평면의	   개수를	   확장한	   성능을	   갖도록	  
학습이	   진행된다.	   마지막으로	   MPI	   장면	   표현	   방식에서는	   각	   평면들의	   중복되는	   텍스처들이	   많이	  
존재하여	   렌더링	   과정을	   거친	   영상에서	   화소들이	   반복되는	   에러가	   발생하였다.	   이를	   제거하기	  
위해	   앞서	   설명한	   네트워크를	   통해	   추측한	   초기	   MPI에서	   표면	   요소들을	   추출하여	   중간	   단계의	  
MPI를	   생성한다.	   이를	   또다른	   CNN기반의	   네트워크를	   통하여	   최종적인	   alpha	   맵과	   flow	   벡터들을	  
예측한다.	  최종적인	  컬러영상은	  예측된	   flow	  벡터와	  중간	  단계의	   MPI를	  통해	  계산한다.	   	  
	   	   	   	  기존의	   MPI	   기반	   방식들은	   스테레오	   영상으로부터	   내삽된(interpolated)시점의	   영상을	  
생성하고	   더욱	   나아가	   외삽된(extrapolated)	   시점의	   영상	   생성을	   가능하게	   하였다[22,	   30].	   그러나	  
앞선	   방식들은	   짧은	   기준선을	   갖는	   스테레오	   영상에	   한정되어	   있다.	   한편	   [5]에서	   제안된	   방법은	  
5개의	   입력	   영상으로부터	   각각의	   추정된	   MPI들로부터	   가중치에	   따라	   조합하여	   넓은	   시점	   변화를	  
보여주는	   결과	   영상들을	   생성하였다.	   또한	   [32]에서	   제안된	   기법은MPI의	   각	   복셀을	   RGBA값	   외에	  
잠재	  특징	  벡터를	  도입하여	  시간	  변화에	  따른	  외양의	  변화를	  제어할	  수	  있게	  확장하였다.	   	  
	  

	  
그림	   3.	   NeRF[6](왼쪽)과	   NSVF[13](오른쪽)의	  모델	  구조	  

	  

Neural	   Scene	   representation:	   이	  접근법은	   2D	  영상	  혹은	   3D	  장면	  정보를	  복셀	  그리드,	  포인트	  
클라우드,	   메쉬와	   같은	   명시적인	   기하	   표현	   방식이	   아닌	   신경망으로	   파라미터화하여	   장면을	  
표현하는	   내재적인	   표현을	   사용한다.	   이는	   기존의	   기법과	   같이	   3D장면을	   양자화하여	   표현하는	  
것이	   아닌	   연속적인	   값으로	   나타내는	   방식이라는	   장점을	   갖고	   있다.	   그림3은	   neural	   scene	  
representation들의	   파이프라인을	   보여준다.	   Mildenhall	   등에	   의해	   제안된	   NeRF는	   장면에	   대한	  
neural	   radiance	   field를	   최적화하는	   방식으로	   가상	   시점	   영상	   생성의	   인상적인	   결과를	  

<그림 3> NeRF[6](왼쪽)과 NSVF[13](오른쪽)의 모델 구조
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리드, 포인트 클라우드, 메쉬와 같은 명시적인 기하 표

현 방식이 아닌 신경망으로 파라미터화하여 장면을 표

현하는 내재적인 표현을 사용한다. 이는 기존의 기법과 

같이 3D 장면을 양자화하여 표현하는 것이 아닌 연속적

인 값으로 나타내는 방식이라는 장점을 갖고 있다. <그

림 3>은 neural scene representation들의 파이프라인

을 보여준다. Mildenhall 등에 의해 제안된 NeRF는 장

면에 대한 neural radiance field를 최적화하는 방식으

로 가상 시점 영상 생성의 인상적인 결과를 생성하였다

[6]. NeRF는 다량의 입력 영상들의 카메라로부터 방사

된 광선 상의 임의의 위치와 방향을 입력으로 받아 컬러

정보와 밀도를 출력하는 multi-layer perceptron(MLP) 

네트워크를 통해 장면을 표현한다. 네트워크의 가중치

는 다음과 같은 과정을 통해 최적화한다. 첫째, 입력 영

상의 카메라로부터 방사되는 광선에서 계층적 볼륨 샘

플링을 통해 샘플들을 얻는다. 계층적 볼륨 샘플링은 

카메라 광선을 샘플링하는 과정에서 효율적인 샘플링

을 위해 제안되었다. 단순히 많은 수의 샘플들을 생성

하게 되면 렌더링에 영향을 미치지 않는 부분들이 다수 

포함되어 비효율적이다. 이에 적은 수로 샘플링하여 계

산된 결과를 활용하여 렌더링에 영향을 주는 샘플들을 

추가적으로 선택한다. 둘째, 이와 같이 생성된 샘플들

을 이용하여 볼륨 렌더링을 수행하고 생성된 컬러 정보

를 참값을 나타내는 해당 화소와 비교함으로써 네트워

크를 최적화한다.

[13]에 의해 제안된 neural sparse voxel fields 

(NSVF)는 단일 MLP 네트워크로 전체 공간을 모델

링하는 것이 아닌 복셀 구조를 도입하여 NeRF[6]에 

비해 10~20배 빠른 렌더링이 가능한 neural scene 

representation 방식을 제안하였다. NSVF는 카메라 광

선과 교차하는 복셀을 검출함으로써 비효율적인 샘플

들이 선택되는 것을 제한한다. 세부적으로는 광선이 어

떠한 복셀을 통과하는지를 Octree와 축정렬 bounding 

box 테스트를 통해 빠르게 수행하며, 광선과 교차하는 

복셀들은 작은 크기를 갖는 복셀들로 세분화되고 그렇

지 않은 복셀들은 스스로 걸러진다. 세부적인 장면 표현

이 가능하도록 복셀의 꼭지점들을 32차원의 임베딩을 

통하여 표현한다. 이에 따라 임의의 복셀 내의 위치에

생성하였다[6].	   NeRF는	   다량의	   입력영상들의	   카메라로부터	   방사된	   광선	   상의	   임의의	   위치와	  
방향을	  입력으로	  받아	  컬러정보와	  밀도를	  출력하는	   multi-‐layer	   perceptron	   (MLP)	  네트워크를	  통해	  
장면을	   표현한다.	   네트워크의	   가중치는	   다음과	   같은	   과정을	   통해	   최적화한다.	   첫째,	   입력영상의	  
카메라로부터	   방사되는	   광선에서	   계층적	   볼륨	   샘플링을	   통해	   샘플들을	   얻는다.	   계층적	   볼륨	  
샘플링은	   카메라	   광선을	   샘플링하는	   과정에서	   효율적인	   샘플링을	   위해	   제안되었다.	   단순히	   많은	  
수의	   샘플들을	   생성하게	   되면	   렌더링에	   영향을	   미치지	   않는	   부분들이	   다수	   포함되어	  
비효율적이다.	   이에	   적은	   수로	   샘플링하여	   계산된	   결과를	   활용하여	   렌더링에	   영향을	   주는	  
샘플들을	   추가적으로	   선택한다.	   둘째,	   이와	   같이	   생성된	   샘플들을	   이용하여	   볼륨	   렌더링을	  
수행하고	  생성된	  컬러정보를	  참값을	  나타내는	  해당	  화소와	  비교함으로써	  네트워크를	  최적화한다.	  

[13]에	   의해	   제안된	   neural	   sparse	   voxel	   fields	   (NSVF)는	   단일MLP네트워크로	   전체	   공간을	  
모델링하는	   것이	   아닌	   복셀	   구조를	   도입하여	   NeRF[6]에	   비해	   10~20배	   빠른	   렌더링이	   가능한	  
neural	   scene	   representation	   방식을	   제안하였다.	   NSVF는	   카메라	   광선과	   교차하는	   복셀을	  
검출함으로써	   비효율적인	   샘플들이	   선택되는	   것을	   제한한다.	   세부적으로는	   광선이	   어떠한	   복셀을	  
통과하는지를	   Octree와	   축정렬	   bounding	   box	   테스트를	   통해	   빠르게	   수행하며,	   광선과	   교차하는	  
복셀들은	   작은	   크기를	   갖는	   복셀들로	   세분화되고	   그렇지	   않은	   복셀들은	   스스로	   걸러진다.	  
세부적인	   장면	   표현이	   가능하도록	   복셀의	   꼭지점들을	   32차원의	   임베딩을	   통하여	   표현한다.	   이에	  
따라	   임의의	   복셀	   내의	   위치에서	   샘플링	   될	   경우에	   해당	   포인트의	   위치정보는	   복셀들의	  
꼭지점들의	   임베딩	   값들로부터	   삼선형	   보간하여	   취득한다.	   임베딩된	   위치정보와	   방향을	   입력으로	  
컬러정보와	  밀도는	   MLP를	  이용하여	  추정한다.	   	  

Martin-‐Brualla	   등은	   기존의	   제한된	   환경의	   영상의	   입력을	   넘어	   다량의	   정제되지	   않은	  
영상들을	   입력으로	   하여	   3D장면을	   복원하는	   NeRF-‐W[23]를	   제안하였다.	   이는	   기존의	   방법들과	  
다르게	   입력영상들은	   서로	   다른	   조명환경	   또는	   폐색을	   발생시키는	   일시적인	   물체들이	   존재하는	  
것을	   의미한다.	   Appearance	   임베딩	   네트워크로	   저차원	   잠재	   공간에서	   노출,	   조명,	   날씨	   등과	   같은	  
영상별	   모양	   변화를	   모델링한다.	   appearance	   embedding벡터를	   MLP의	   입력으로	   하여	   정적인	  
부분의	   RGB 	   를	   추정한다.	   일시적인	   물체들	   추정도	   유사하게	   임베딩	   네트워크를	   사용하여	  
구하였다.	   일시적인	   물체의	   가림의	   경우에는	   항상	   존재하는	   경우가	   아니기	   때문에	   추가적으로	  
uncertainty를	  확률적으로	  추정하여	  최종	  결과를	  생성한다.	   	   	  

Yu	   등	   은	   적은	   수의	   입력	   영상으로부터	   가상	   시점	   영상을	   생성하는	   음함수	   기반의	   장면표현	  
방식[1]을	   제안하였다.	   Fully-‐convolutional	   인코더를	   통해	   입력	   영상의	   특징들을	   추출하고,	   이를	  
MLP네트워크에	  사용하여	   RGB	  컬러와	  밀도를	  예측한다.	   	  

	  

	  
그림	   4.	   Novel	   View	   Synthesis	   of	   Dynamic	   Scenes	   [9]의	  모델	  구조	  

	  

4. 비디오로부터의 	   가상 	   시점 	   영상 	   생성 	  

<그림 4> Novel View Synthesis of Dynamic Scenes[9]의 모델 구조
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서 샘플링 될 경우에 해당 포인트의 위치 정보는 복셀들

의 꼭지점들의 임베딩 값들로부터 삼선형 보간하여 취

득한다. 임베딩된 위치 정보와 방향을 입력으로 컬러 정

보와 밀도는 MLP를 이용하여 추정한다. 

Martin-Brualla 등은 기존의 제한된 환경의 영상

의 입력을 넘어 다량의 정제되지 않은 영상들을 입력

으로 하여 3D장면을 복원하는 NeRF-W[23]를 제안하

였다. 이는 기존의 방법들과 다르게 입력 영상들은 서

로 다른 조명환경 또는 폐색을 발생시키는 일시적인 물

체들이 존재하는 것을 의미한다. Appearance 임베딩 

네트워크로 저차원 잠재 공간에서 노출, 조명, 날씨 등

과 같은 영상별 모양 변화를 모델링한다. appearance 

embedding 벡터를 MLP의 입력으로 하여 정적인 부분

의 RGBσ를 추정한다. 일시적인 물체들 추정도 유사하

게 임베딩 네트워크를 사용하여 구하였다. 일시적인 물

체의 가림의 경우에는 항상 존재하는 경우가 아니기 때

문에 추가적으로 uncertainty를 확률적으로 추정하여 

최종 결과를 생성한다.  

Yu 등은 적은 수의 입력 영상으로부터 가상 시점 영

상을 생성하는 신경망으로 파라미터화된 함수 기반의 

장면 표현 방식[1]을 제안하였다. Fully-convolutional 

인코더를 통해 입력 영상의 특징들을 추출하고, 이를 

MLP 네트워크에 사용하여 RGB 컬러와 밀도를 예측

한다. 

    

Ⅳ. 비디오로부터의 가상 시점 영상 
생성

영상으로부터 가상 시점 생성과 비교할 때 비디오를 

이용한 가상 시점 영상 합성은 시간에 따라 변하는 장

면의 기하 정보 및 appearance에 대한 고려가 필요하

므로 영상에서 사용된 일반적인 방법을 사용하면 좋지 

않는 결과를 생성한다. 이에 기존의 제안되는 방법에서

는 다중 카메라, 특수 하드웨어로 획득한 영상 또는 다

중 시점의 동기화된 비디오를 이용하였다. 최근의 학

습 기반의 2D영상 생성 모델들의 성능 향상으로 인하

여 비디오로부터의 가상 시점 영상 생성 연구도 많은 관

심을 받고 있다.

Yoon 등은 움직이는 물체가 존재하는 동적인 장면 

환경 내에서 가상 시점을 생성하는 방법을 제안하였다

[9]. 제안된 방법은 비디오로부터 인접한 프레임들로 구

성된 다중 시점 영상임을 이용하여 정적인 장면에 대한 

구조를 복원할 수 있다는 점과 각 프레임에서 취득한 깊

이 맵으로부터 움직이는 물체에 대한 정보를 취득 가능

하다는 점을 활용하였다. 이와 같이 추정된 정적인 배

경과 동적인 물체를 결합함으로써 단안 카메라로부터 

취득한 프레임들로부터 가상 시점의 영상을 생성한다.

Xian 등은 Neural Scene Representation을 기반으

로 비디오로부터 가상 시점 생성이 가능한 Space-time 

Neural Irradiance Fields를 제안하였다[32]. 제안된 모

델은 비디오로부터 각 프레임들의 깊이 맵을 추정하

고, 이를 이용하여 신경망으로 파라미터화된 함수를 구

성한다. 깊이 맵은 시간에 따라 변화하는 기하 정보와 

appearance간의 모호성을 해결하는데 목적이 있다. 최

적화된 신경망은 공간 도메인의 위치 x와 시간 t를 입력

으로 받아 RGB 컬러와 밀도를 추정한다. 이에 따라 제

안된 네트워크는 기존의 방식들과 달리 시점에 대한 정

보를 사용하지 않으므로 시점 의존적 효과는 모델링 하

지 못한다.

  

Ⅴ. 손실 함수

가상 시점 생성 모델은 일반적으로 L1 손실 함수를 복

원 오차로 사용한다. 하지만 L1 손실 함수로 학습한 모
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델의 렌더링 결과는 전체적으로 블러하게 생성되는 경

향이 있다. 이는 가상 시점 영상 합성시 폐색 영역 혹은 

입력 영상에서는 관측되지 않는 부분의 화소를 정확히 

추정하지 못하고 주변 화소로부터 혼합되어 생성되기 

때문이다. 이와 같은 문제를 해결하기 위해 특징 유사성

을 활용한 VGG 손실 함수를 사용하면 L1으로 학습된 

결과보다 인지적으로(perceptually) 우수한 결과 영상

을 생성한다. VGG 손실 함수는 미리 학습된 VGG 네트

워크를 이용하여 입력과 결과 영상의 특징들을 추출하

고 이를 유클리디안 거리로 계산한다. 또한 생성 모델을 

기반으로 가상 시점 생성 기법에 적대적 손실 함수를 사

용하는 경우도 존재한다.

    

Ⅵ. 데이터셋

대부분의 가상 시점 생성 모델은 지도 학습(supervised 

learning)을 통해 학습되며, 데이터셋은 영상 또는 비디

오로 구성되어 있다. 데이터를 가상 환경에서 취득한 

경우 카메라 파라미터 참값이 존재하며 실제 환경에서

의 경우에는 SfM(Structure from Motion), SLAM기반

의 방법을 이용하여 생성한 카메라 파라미터를 사용한

다. 본 기고문에서는 취득한 환경에 따라 데이터셋을 

분류하였다.

일반적으로 실제 환경에서 카메라의 회전 및 이동

을 다양하게 구성하여 대용량의 데이터셋 구축은 어

려가지 어려움이 따른다. RealEstate10k는 동영상 스

트리밍 사이트에 업로드된 비디오로부터 획득한 대용

량의 데이터셋이다[30]. 약 10,000개의 비디오를 이용

하여 80,000여 개의 짧은 클립으로 분할하고 이로부터 

10,000,000개의 영상 데이터를 생성하였다. 또한 각 프

레임의 자세 정보에 대해서는 SLAM 및 번들 조정 알고

리즘을 사용하여 취득하였다. 카메라의 모션을 고려하

여 비디오를 선정하였으며, 대부분이 건축물의 실내, 실

외의 부드러운 모션 이동 비디오로 구성되어 있다. 

Spaces 데이터셋은 16개를 카메라로 구성한 카메라 

배열을 이용하여 취득한 영상들이다[11]. 각 카메라 간

의 거리는 10cm이며, 가상 시점 생성시 입력과 결과 시

점 간의 거리를 다양하게 결정할 수 있도록 설계되었

다. 총 100개의 실내, 실외 장면을 촬영하였으며, 각 장

<표 1> RealEstate10k[30], NeRF Dataset[6], LLFF Dataset[5]에서의 가상 시점 생성 모델들의 정량적 평가 결과

알고리즘
RealEstate10k Synthetic- ‐NeRF LLFF Dataset

 PSNR SSIM LPIPS  PSNR SSIM LPIPS  PSNR SSIM LPIPS

Stereo  mag[30] 25.34 0.82 - - - - - - -

SynSin[18] 22.31 0.74 - - - - - - -

Single- MPI[24] 26.4 0.859 0.103 - - - - - -

LLFF[5] - - - 24.88 0.911 0.114 24.13 0,798 0.212

SRN[31] - - - 22.26 0.846 0.170 22.84 0.668 0.378

NV[25] - - - 26.05 0.893 0.160 - - -

NeRF[6] - - - 31.01 0.947 0.081 26.50 0.811 0.250

NSVF[13] - - - 31.74 0.953 0.047 - - -
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면마다 5~10개의 영상들로 구성된다. LLFF데이터셋[5] 

중 실제 환경에서 얻은 데이터들은 fine-tuning 목적으

로 핸드폰 카메라를 이용하여 24개의 장면을 취득하였

다. SfM을 이용하여 자세 정보를 추정하였다. Shiny 데

이터셋[28]은 기존의 존재하는 데이터셋들과는 달리 복

잡한 시점 의존성을 갖는 데이터로 만들었다. 빛의 반사 

및 굴절 등이 포함된 8개의 장면에 대해 30~300개의 영

상들로 구성되어 있다.

가상환경 기반의 데이터셋[2, 3, 6, 13]은 실제환경에

서의 데이터셋과 달리 일반적으로 취득의 용이함에 의

해 대규모로 구성이 가능하다. 자세 정보와 더불어 깊이

맵, semantic 정보도 포함된 경우가 있다. 이는 3D 재구

성과 같은 목적에 의한 데이터셋의 경우 다양한 주석 정

보들이 포함되어 있다. 일반적으로 가상 시점 생성 모델

의 경우에는 RGB 영상과 자세 정보만 사용된다.

앞서 설명한 바와 같이 실제환경 및 가상환경에서의 

데이터 취득을 통해 가상 시점 영상 생성에 대한 연구들

이 수행되고 있지만, 각 연구들의 목적에 맞게 데이터를 

취득 및 가공하는 경우가 많다는 것을 확인할 수 있었

다. 이는 아직 일반화된 가상 시점 생성 연구보다는 제

한된 환경에서의 연구들이 수행되고 있음을 알 수 있다.

Ⅶ. 성능 평가 

가상 시점 영상 생성을 평가하기 위해서는 하나 이상

의 영상 또는 비디오로부터 추정한 결과 시점의 합성 영

상과 실제 참값을 의미하는 영상과의 비교를 통하여 평

가한다. 본 기고문에서는 영상 합성 평가에 주로 사용되

는 세 가지 지표에 대해 살펴본다.

첫 번째로는 대표적인 영상 품질 평가지표인 PSNR 

(peak signal-to-noise ratio)이다. PSNR은 합성된 

 	  
그림	   5.	   SynSin[18],	   LLFF[5],	   NeRF[6],	   NSVF[13]의	  정성적	  평가	  결과	  

그림	   5는	   기고문에서	   소개한	   가상시점	   생성	   기법들의	   정성적	   결과를	   나타낸다.	   세부적으로	  
살펴보면	   SynSin의	   경우에는	   단안	   2D	   영상을	   입력으로	   하여	   시점을	   생성한다.	   한	   장의	   영상	  
만으로도	  가상	  시점을	  생성할	  수	  있다는	  장점이	  있지만	  제한된	  입력으로	  인하여	  장면의	   3D구조를	  
추론하기가	   어렵기	   때문에	   표1에서도	   단안	   기반의	   모델들의	   성능이	   낮음을	   확인할	   수	   있다.	  
Neural	   scene	   representation기반의	   NSVF,	   NeRF기법들은	   정량적,	   정성적으로도	   뛰어난	   성능을	  
보여주고	  있다.	  그러나	  이	  방법은	  새로운	  장면에	  대한	  일반화	  능력이	  매우	  적다는	  점과	  많은	  수의	  
입력	   영상이	   필요하다는	   단점이	   있다.	   마지막으로	   MPI	   기반의	   방법들은	   상대적으로	   높은	   일반화	  
능력과	   준수한	   성능을	   보여준다.	   하지만	   다중	   평면의	   사용으로	   인하여	   메모리	   사용량이	   높고,	  
결과	  영상의	  텍스처들이	  중복되어	  나타나는	  현상들이	  발생한다.	  

	  
8. 결론 	  

본	   기고문에서는	   하나	   이상의	   영상	   또는	   비디오로부터	   가상시점	   영상을	   합성하는	   방법들에	  
대해	   다중뷰	   스테레오	   기반,	   학습	   기반	   접근법으로	   분류하여	   기존의	   기법들을	   소개하고	   특징을	  
분석하였다.	   또한	   학습	   기반의	   접근법은	   단일	   영상	   기반,	   다중	   시점	   영상	   기반,	   비디오	   기반	  
기법으로	   분류하여	   비교하였다.	   또한	   성능	   비교를	   위해	   일반적으로	   통용되는	   데이터셋,	   손실함수,	  
평가지표를	   소개하였다.	   이를	   기반으로	   제안된	   기법들의	   정량적,	   정성적	   평가를	   통해	   각	  
접근법들에	  대한	  장단점을	  분석하였다.	   	  
	  
9. 감사의 	   글 	  

이	   기고문은	   삼성전자	   미래기술육성센터의	   지원을	   받아	   수행된	   연구임(SRFC-‐IT1702-‐54).	   이	  
기고문은	   정부(과학기술정보통신부)의	   재원으로	   정보통신기획평가원의	   지원을	   받아	   수행된	  
연구임	   (2020-‐0-‐01389,	  인공지능융합연구	  센터지원(인하대학교)).	  
	  

References	  
[1]	   Alex	   Yu,	   Vickie	   Ye,	   Matthew	   Tancik,	   and	   Angjoo	   Kanazawa,	   pixelNeRF:	   Neural	   Radiance	   Fields	  
from	   One	   or	   Few	   Images,	  Proc.	   IEEE/CVF	   Conference	   on	   Computer	   Vision	   and	   Pattern	   Recognition	  
(2021),	   pp.	   4578-‐4587.	   	  

[2]	   Angela	   Dai,	   Angel	   X.	   Chang,	   Manolis	   Savva,	   Maciej	   Halber,	   Thomas	   Funkhouser,	   and	   Matthias	  

<그림 5> SynSin[18], LLFF[5], NeRF[6], NSVF[13]의 정성적 평가 결과



영상과 비디오로부터의 가상 시점 영상 생성 기술 347

2021년 10월  19  

영상의 손실 정보를 평가하여 정량적으로 나타낸다. 

PSNR은 MSE를 기반으로 표현되며, MSE는 영상 간의 

차이를 측정하는 수단으로 두 영상의 화소 값들의 차이

로 표현된다. 손실되는 정보가 적을수록 MSE의 값이 작

아지므로 PSNR의 값은 커지게 된다. 즉, 합성 영상이 참

값에 가까울수록 PSNR 또한 큰 값을 갖는다.  

다음으로는 SSIM(structural similarity index map)

이다. SSIM은 두 영상 간의 차이를 구하는 방식이 아닌 

사람의 시각 시스템이 영상의 구조 정보에 민감하게 반

응한다는 것을 이용한 지표이다. 세부적으로는 SSIM은 

두 영상의 평균 휘도, 표준편차를 통해 영상의 구조 정

보를 표현하고 이를 비교함으로써 구조적 유사도 지수

를 나타낸다.

마지막으로는 LPIPS(learned perceptual image 

patch similarity)이다. LPIPS는 앞서 설명한 PSNR, 

SSIM과 같은 지표는 사람의 지각적 과정에 비해 단순하

고 지각적 유사성은 파악할 수 없다는 한계를 극복하기 

위해 제안된 지표이다. Perceptual Loss와 유사하게 네

트워크로 임베딩한 결과 간의 거리를 계산함으로써 지

각적 유사성을 판단한다. 

<그림 5>는 기고문에서 소개한 가상 시점 생성 기

법들의 정성적 결과를 나타낸다. 세부적으로 살펴보면 

SynSin의 경우에는 단안 2D 영상을 입력으로 하여 시

점을 생성한다. 한 장의 영상만으로도 가상 시점을 생

성할 수 있다는 장점이 있지만 제한된 입력으로 인하여 

장면의 3D 구조를 추론하기가 어렵기 때문에 <표 1>에

서도 단안 기반의 모델들의 성능이 낮음을 확인할 수 있

다. Neural scene representation 기반의 NSVF, NeRF

기법들은 정량적, 정성적으로도 뛰어난 성능을 보여주

고 있다. 그러나 이 방법은 새로운 장면에 대한 일반화 

능력이 매우 적다는 점과 많은 수의 입력 영상이 필요

하다는 단점이 있다. 마지막으로 MPI 기반의 방법들은 

상대적으로 높은 일반화 능력과 준수한 성능을 보여준

다. 하지만 다중 평면의 사용으로 인하여 메모리 사용

량이 높고, 결과 영상의 텍스처들이 중복되어 나타나는 

현상들이 발생한다.

    

Ⅷ. 결 론

본 기고문에서는 하나 이상의 영상 또는 비디오로부

터 가상 시점 영상을 합성하는 방법들에 대해 다중뷰 스

테레오 기반, 학습 기반 접근법으로 분류하여 기존의 기

법들을 소개하고 특징을 분석하였다. 또한 학습 기반의 

접근법은 단일 영상 기반, 다중 시점 영상 기반, 비디오 

기반 기법으로 분류하여 비교하였다. 또한 성능 비교를 

위해 일반적으로 통용되는 데이터셋, 손실 함수, 평가 

지표를 소개하였다. 이를 기반으로 제안된 기법들의 정

량적, 정성적 평가를 통해 각 접근법들에 대한 장단점

을 분석하였다. 
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