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요 약

2차원 영상을 3차원 모델 영상으로 변환하는 방식이 다양하게 

발전해오고 있다. 딥러닝의 발전 중 특히 GAN의 다양한 연구는 

2차원 영상의 생성뿐만 아니라 다양한 3차원 영상의 생성에도 

진전을 보였다. 본  고에서는 2차원 영상을 3차원 영상으로 변환

하는 연구의 필요성을 바탕으로 관련 연구의 내용과 동향을 분석

하였다. 주요 내용으로는 딥러닝 기반의 3차원 객체인식, 2D로

부터 3D 변환을 위한 신경망에 대한 연구, 생성적 기법을 적용

한 연구, 3D 모델링 도구 등이 포함된다. 관련 연구의 전반적인 

흐름을 고려했을 때 향후 3D 모델링의 정교한 표현력 향상, 고

속의 고해상도 렌더링, 편리한 온라인 접근성 등을 예상하게 된

다. 관련 산업 종사자들에게는 생성시간의 단축을 가져올 수 있

고 일반인은 전문적인 3D 기술이 없어도 우수한 3D 모델을 생

성하고 활용할 수 있을 것으로 기대한다.

Ⅰ. 서 론

3D 형태의 콘텐츠는 사람들에게 실제와 같은 사실

감, 입체감과 몰입감을 더해주어 영화, 광고, 게임, 건

축, 디자인, 증강현실, 로봇공학 등 여러 분야에서 다양

하게 적용 및 활용되고 있다. 최근 딥러닝의 발달로 인

해 영상 인식 및 생성 기술은 2D 영상을 3D로 변환하는 

연구를 더욱 활발하게 만들었다. 하지만 일반 사용자가 

3D 콘텐츠를 제작하는 데는 많은 어려움과 시간이 필요

하고 3D 저작 소프트웨어의 사용 방법을 익혀서 작업하

는 것도 쉬운 일은 아니다. 본론에서 본격적인 3차원 생

성 기술을 소개하기에 앞서서 서론에서 2D 영상을 3D

영상으로 변환하는 도구를 소개하고자 한다.

2차원 영상으로부터 3차원 영상을 모델링하는 
기술 동향
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1. ConvertImage

ConvertImage는 무료 온라인 사진 편집기와 온라

인 그래픽 파일 변환기로 웹사이트에서 쉽게 이용할 

수 있다. 온라인으로 사진을 변환한 후, 소프트웨어 없

이 파일 형식을 변경할 수 있는데  파일형식은 BMP, 

WBMP, DIB, CUR, GIF, JPG, JPEG, JPE, PCX RLE, 

PDF, PICT, PCT, PIC, PNG, PSB, PSD, TIF, XCF등이 

가능하다. 세부 사항이나 텍스트가 많은 영상에서는 완

벽하게 작동하지 않는 것이 단점이다.

2. 3D 음영(3D Shade)

<그림 2>에서 좌측의 모델링은 곡선표면 모델링 기

능에 의해 정교한 표현을 하면서도 기존 폴리곤 모델링 

기술보다 더 쉽게 모양을 만들 수 있는 특징을 보여준

다. 중앙의 애니메이션 출력은 다양한 관절(예: 뼈대) 및 

스킨 설정을 결합하여 애니메이션을 만든 다음 MOV 

또는 AVI와 같은 파일 형식으로 출력하는 것을 보여준

다. 우측의 3D 프린팅 어시스턴트는 새로운 3D 인쇄 

모델을 확인 및 수정하고 3D 인쇄(STL 및 OBJ 형식)

를 준비하는 것을 보여준다. 3D 음영은 3D 모델링, 렌

더링, 애니메이션, 3D 프린팅이 가능하고 베지어 곡선 

모델링을 지원한다. 이는 어도비 일러스트와 같은 베지

어 기반 벡터 편집 도구와 유사한 고유한 모델링 방법이

며 일부 다른 3D 모델링 응용 프로그램에서는 사용할 

수 없다. 3D 음영은 NURBS 기반 모델링도 지원한다. 

Shade 14는 어도비 형식(ai, psd, swf), 영화 형식(avi, 

mov, QuickTime VR 파노라마, QuickTime VR 큐빅, 

QuickTime VR 개체), 3D형식(obj, lwo, 3ds), 비디오 

게임 디지털 형식(bvh, direct x, COLLADA, collada 

animation, Blue Mars, Second Life), 그림 형식(bmp, 

targa, tiff, png, epix, hdr, openEXR)을 포함한다.

3. 메이크스위트 로고(MakeSweet Logo)

메이크스위트 로고는 스텐실을 3D 로고로 변환할 수 

있는 무료 온라인 변환기로 최상의 결과를 얻으려면 흑

백만 사용해야 하며 사진이 jpeg 또는 png와 같이 일반

적으로 사용되는 형식이어야 한다.

사진 크기를 1MB 미만, 그림의 크기를 1000x1000 

미만으로 유지해야 한다. 상세한 부분까지 3D변환

이 어려운 것과 흑백의 형태로만 되는 것이 단점이다. 

오픈소스 2D 벡터그래픽 프로그램인 잉크스케이프

(inkscape) 및 3D 프로그램인 블랜더(Blender)를 사용

하여 3D 모양을 직접 만들 수 있다.

이외에도 2D 영상을 3D 영상으로 변환하는 도구에

는 Clip Studio Paint, Image to Lithophane, ZW3D, 

<그림 1> 2D 영상의 색상 차이를 이용해 입체 효과인 애너글리프

(Anaglyph 3D)로 바꿔주는 ConverImage 

<그림 2> 윈도우 기반의 플랫폼 3D 음영

모델링 애니메이션 출력 3D 프린팅 어시스턴트
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Embossify, Reliefmod, Smoothie 3D, SculptGL, 3D 

Face, Reconstruction, Insight3d, 3D-Tool, Selva 3D, 

Vectary 등이 있다.

4. 제너레이티브 디자인

인공지능 기반의 제너레이티브 디자인은 인공지능에 

의해 설계안의 생성, 평가, 추천에 이르는 전 과정을 수

행하는데 핵심 인공지능 기술은 다음과 같다.

•  설계 생성 단계: 과거설계 데이터를 기반으로 심

미적이면서 동시에 공학적으로 최적화된 설계안을 

생성

•  설계 평가 단계: 생성된 설계안들의 독창성, 성능, 

제조성 및 제조비용 등을 평가/예측/비교할 수 있

는 인공지능 기술

•  설계 추천 단계: 평가된 설계안들에 대한 설계자 

혹은 고객의 선호도를 예측하여 우수한 설계안 또

는 그룹을 추천하고, 생산으로 자동 연결하는 인공

지능 기술

 

5.  오토데스크의 프로젝트 드림캐처
(Dreamcatcher)

드림캐처는 디자이너가 목표와 제약 조건을 통해 디

자인 문제를 정의할 수 있도록 하는 제너레이티브 디자

인 시스템이다. 설계자는 많은 대안적 접근 방식 간의 

균형을 탐색하고 제조를 위한 설계 솔루션을 선택할 수 

있다. 드림캐처 시스템을 통해 디자이너는 기능 요구 사

항, 재료 유형, 제조 방법, 성능 기준 및 비용 제한을 비

롯한 특정 디자인 목표를 입력할 수 있다. 설계 요구 사

항이 로드되면 시스템은 절차적으로 합성된 설계 공간

을 검색하여 설계 요구 사항을 충족하기 위해 생성된 수

많은 설계를 평가한다. 

본 고는 서론에서 2D 영상을 3D 영상으로 변환하는 

도구를 소개하고, 2장에서 3D 데이터셋의 종류, 3장에

<그림 3> 좌측 상단: 스텐실, 좌측 하단: 로고 영상, 우측: 3D 변환 결과

<그림 4> 인공지능 기반 제너레이티브 디자인[1]

<그림 5> 생성 알고리즘으로 설계된 자동차 프레임[2]
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서 딥러닝 기반 3D 객체 인식 연구, 4장에서 강화학습

을 이용한 3D모델의 자동 생성, 5장에서 3D 변환을 위

한 신경망들을 소개한다. 또한 6장에서 다양한 생성적 

기법의 3D 모델링,  7장에서 3D 스타일 트랜스퍼를 소

개하고,  최종적으로 8장에서 결론을 맺는다.

Ⅱ. 3D 데이터셋

2D 영상을 자동으로 3D 콘텐츠로 변환하는 기술을 

적용할 수 있다면 일반 사용자들도 쉽게 3D 콘텐츠를 

제작할 수 있을 것이다. 2D 데이터는 사진기, 녹음기, 

스캔 등 다양한 방법으로 확보할 수 있지만, 3D의 경우

는 3D 스캐너로 획득하거나, 3D 모델링이나 데이터베

이스를 통해서 확보할 수 있는데 3D 데이터세트의 예

는 다음과 같다.

1. Matterport 3D

Matterport 3D가 제공하는 데이터셋은 90개 빌

딩 194,400개 RGB+깊이 영상에서 10,800개 정렬된 

3D 파노라마 뷰(픽셀 당 RGB+깊이)를 포함한다. 모

든 장면은 Matterport Pro 3D 카메라로 취득되었다. 

3D모델은 객체를 세분하여 손으로 레이블링 하였다. 

Matterport 3D와 관련된 연구에서 딥러닝 기반 기능

을 통한 개선된 형상 매칭, 2D 영상 표면 법선 벡터 추

정, 복셀(voxel) 기반 모델의 형상 및 객체 식별과 같

은 다양한 사용 사례를 보여준다. (https://matterport.

com/ko)

2. PASCAL3D+

Pascal3D+ 멀티 뷰 데이터 세트는 야생의 영상, 즉 

높은 가변성을 나타내는 객체 범주의 영상으로 구성되

며, 제어되지 않은 설정, 복잡한 장면 및 다양한 포즈로 

캡처된다. PASCAL3D+에는 PASCAL VOC 2012 데이

터 집합에서 선택한 12개 범주의 강체 개체가 포함되

어 있다. 이러한 개체에는 포즈 정보(각도, 고도 및 카

메라까지의 거리)의 주석이 달린다. Pascal3D+는 또한 

ImageNet 데이터 세트에서 이러한 12개 범주의 포즈 

주석이 달린 영상을 추가한다. (https://cvgl.stanford.

edu/projects/pascal3d.html)

3. ShapeNet

ShapeNet은 주석이 잘 붙여진 3D 모양의 대규모 

데이터 셋으로 컴퓨터 그래픽, 컴퓨터 비전, 로봇 공

학 및 기타 관련 분야의 연구에 활용된다. ShapeNet은 

ShapeNetCore와 ShapeNetSem의 집합으로 구성되

어 있는데 ShapeNetCore는 약 51,300개의 고유한 3D 

모델과 함께 55개의 일반적인 개체 범주를 취급한다. 

많이 사용되는 컴퓨터 비전 3D 벤치마크 데이터셋인 

PASCAL 3D+의 12개 개체 범주는 모두 ShapeNetCore

에서 다룬다. 

ShapeNetSem은 270개 범주의 광범위한 집합에 걸

쳐 12,000개 모델로 구성된 더 상세하게 주석이 달린 하

위 집합이다. 수동으로 검증된 범주 레이블 및 일관된 

정렬 외에도 이러한 모델에는 실제 치수, 범주 수준에서

의 재료 구성 추정치, 총 부피 및 중량 추정치가 주석으

로 표시된다. (https://www.shapenet.org/)

4. Human3.6M

다양성과 규모로는 360만 개의 3D 인간 포즈 및 해당 

영상, 전문 배우 11명(남자 6명, 여자 5명), 17가지 시

나리오(토론, 흡연, 사진 찍기, 전화 통화 등)가 있고 정
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확한 캡처 및 동기화를 통해 4개의 보정된 카메라의 고

해상도 50Hz 비디오, 고속모션 캡처 시스템의 정확한 

3D 관절 위치 및 관절 각도, 각 구성에 대한 픽셀 수준

의 24가지 신체 부위 레이블, 비행시간 범위 데이터, 배

우의 3D 레이저 스캔, 정확한 배경 분리, 사람 경계 상

자를 포함한다. (http://vision.imar.ro/human3.6m/

description.php)

이외에도 가상 합성을 통해 생성된 5만 개 이상의 실내 

장면 DB인 SceneNet(https://robotvault.bitbucket.

io/), 인체 포함하는 다양한 객체를 CAD기반 3D 모델 

제공하는 ModelNet(https://modelnet.cs.princeton.

edu/), 가구 조립품의 371개 샘플과 실측 주석이 포함

되어 있는 DB인 IKEA ASM dataset(https://ikeaasm.

github.io/) 등이 있다.

Ⅲ. 딥러닝 기반 3차원 객체 인식

딥러닝 기반 3차원 객체를 인식하는 방법은 다음과 

같다.

1. 포인트 RCNN(Point RCNN)

포인트 RCNN은 포인트 클라우드를 사용한 3D 물

체감지 모델로 전체 프레임워크는 상향식 3D를 생성

하기 위한 1단계와 제안요소를 정제하고 최종 검출 결

과를 내는 2단계로 구성되어 있다. 선행 연구 방법들처

럼 RGB 영상에서 제안요소를 생성하거나 포인트 클라

우드를 조감도나 복셀에 투영하는 대신 1단계 서브 네

트워크에서는 전체 장면의 포인트 클라우드를 객체와 

배경으로 세분화한 뒤 상향식으로 포인트 클라우드에

서 고품질 3D 제안요소를 생성한다. 2단계 서브 네트

워크에서는 지역공간을 학습하기 위해 각 제안요소의 

합동 포인트를 표준 좌표로 변환하며, 박스 정교화와 

예측을 위해 1단계에서 학습한 각 포인트의 전역 의미

를 가지는 특성과 결합된다. 포인트 RCNN의 특징은 다

음과 같다.

•  포인트 클라우드를 전경객체와 배경으로 분할하여 

적은 수지만 고품질의 3D 제안요소를 생성한다.

•  강력한 빈(bin) 기반의 손실 값을 사용한다.

2.  포인트 SIFT(Point SIFT, 포인트 스케
일 불변량 기능 변환)

포인트 SIFT는 3D 포인트 클라우드를 위한 시맨틱 

분할 프레임워크이다. 이것은 8방향의 인접 포인트에

서 특징을 추출하는 간단한 모듈을 기반으로 한다. 최

근 3차원 이해 연구에서는 포인트 클라우드에서 직접 

특징을 추출하는데 더 많은 관심을 기울이고 있다. 따

라서 점에서 모양 패턴 설명을 탐색하는 것이 필수다. 

뛰어난 2D 모양 표현인 SIFT(Scale Invariant Feature 

Transform)는 영상의 지역특징을 감지하고 설명하기 

위해 다양한 방향의 정보를 인코딩하고 모양의 크기에 

적응하는 포인트 SIFT모듈을 설계한다. 특히, 방향 인

코딩 단위는 8개의 중요한 방향을 설명하도록 설계되었

<그림 6> 포인트 RCNN 아키텍처[3]
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다. 따라서 여러 방향 인코딩 단위를 쌓아 다중 스케일 

표현을 얻을 수 있다. 

3. ImVoteNet(영상과 보트넷의 합성)

ImVoteNet은 ‘Image’와 ‘VoteNet’의 합성어로 

RGB 영상을 참조하고 VoteNet은 3D 객체 감지 구조

를 뜻한다. ImVoteNet은 포인트 클라우드 입력만으로 

높은 성능을 보인다.

포인트 클라우드 데이터에는 한계가 있는데, 이들의 

분포는 희박하고 색상 정보가 부족하며 종종 센서 잡음

으로 인해 품질이 떨어질 수 있다. 반면 영상은 해상도

가 높고 질감이 풍부하고 영상은 반사 표면으로 인해 

종종 발생하는 활성 깊이 센서의 “사각형 영역”을 덮

을 수 있다. 따라서 ImVoteNet은 2D 정보가 포인트 클

라우드가 제공하는 3D 기하요소를 보완할 수 있는 장

점을 가진다. 

<그림 10>은 ImVoteNet 구조로서 왼쪽 상단은 

Faster RCNN을 사용하여 2D 감지에서 영상 투표값을 

추출하고, 왼쪽 하단은 PointNet++을 사용한 딥 허프 

보팅(Deep Hough Voting)을 나타낸다. 오른쪽은 기

능 융합 및 다중 타워 훈련을 나타낸다.

4.  슈퍼 포인트 그래프(Superpoint 
graph)[6]

기존에 진행된 많은 AI 기반의 포인트 클라우드 연구

는 좋은 성능을 보여주었지만, 입력 용량이 큰 한계 때

문에 적은 수의 점들로 구성된 포인트 클라우드에 대해

서만 적용할 수 있었다. 신경망은 몇 백만 개 이상의 점

들로 구성된 LiDAR 스캔을 직접 다루기 어려웠고, 축

소 처리를 거쳐서 네트워크의 입력으로 이용했다. 하지

<그림 7> 방향 인코딩 포인트 컨벌루션 레이어의 세부 정보 그림. (a) 3D 

공간의 포인트 클라우드. (b) 여덟 방향의 이웃. (c) 3단계 컨볼루션은 모

든 기능을 결합

<그림 9> 영상의 2D 투표와 포인트 클라우드의 3D 투표를 융합

<그림 10> 3D 물체 감지 파이프라인[5]

<그림 8> S3DIS 데이터 세트(3차원 포인트 클라우드 데이터에서 시멘틱 

기반 객체 인식을 위한 딥러닝 학습 및 예측 모델)에 대한 시각화 결과[4]
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만 이는 포인트 클라우드의 장점인 물체에 대한 정교한 

표현력을 떨어뜨릴 수밖에 없었다. 수퍼포인트 그래프

(superpoint graph)는 기존의 연구와는 달리 몇 백 만

개 단위의 점들로 구성된 포인트 클라우드를 대상으로 

의미론적으로 세분화를 수행하였다. 유사한 구조의 점

들을 수퍼포인트라는 하나의 점으로 모아서 새로운 그

래프를 구성했고 수퍼포인트 그래프는 많은 점들로 구

성되어 물체 간의 의미론적 관계에 대한 풍부한 정보를 

담고 있기 때문에 의미론적 세분화 성능을 끌어올릴 수 

있었다. 수퍼포인트 그래프는 포인트 클라우드로 부터 

크게 세 단계를 거쳐서 생성된다. 우선, 전체 포인트 클

라우드에서 기하학적으로 비슷한 구조를 가진 점들을 

묶어서 작은 여러 개의 포인트 클라우드로 분리한다. 이

후, 분리된 각각의 포인트 클라우드를 하나의 점으로 변

환하는데, 이것을 수퍼포인트라고 정의한다. 이때 분리

된 포인트 클라우드 내에 속한 점들의 특징벡터를 통합

해서 각 수퍼포인트의 임베딩 벡터를 추출한다. 마지막

으로 수퍼포인트 간의 연결 관계를 파악해서 에지를 연

결하고, 이를 그래프 컨볼루션 네트워크에 넣어서 세분

화 작업을 수행한다. 

이외에 딥러닝 기반 3차원 객체 인식 방법으로 포인

트 클라우드에서 실시간 3D 물체를 감지하는 네트워크 

Complex-YOLO[7], 3D 포인트 클라우드 시맨틱 분할

을 위한 심층 신경망을 구현하는 Semantic3dnet[8], 대

규모 포인트 클라우드에 대한 포인트별 의미를 직접 추

론하여 효율적이고 가벼운 신경 아키텍처인 RandLA-

Net[9], 동시에 두 가지 작업을 수행하는 다중 작업 포인

트별 네트워크JSIS3D[10], 연속적인 정규화 흐름을 통

한 3D 포인트 클라우드를 생성하는 PointFlow[11], 완

전 컨볼루션 One-Stage Monocular 3D 물체 감지 프레

임워크 FCOS3D[12] 등이 있다.

Ⅳ. 강화학습을 이용한 2D로부터 3D
모델 자동 생성

1. GQN(Generative Query Network)

2D 영상을 보고 3D 모델을 자동 생성할 수 있는 비전 

알고리즘 GQN은 사람의 지시나 훈련 없이 여러 각도

의 2D 영상을 보고 3D모델을 렌더링 할 수 있다. 예를 

들면 바닥에 빨간색 상자가 놓여있는 그림이 몇 장 제시

되면 조명 등을 계산해 그림에 나와 있지 않은 빨간 상

자 부분까지 렌더링해서 3D 모델을 만들어 낼 수 있다.

현재 대다수 시각 인지 시스템은 사람이 제작한 방대

한 데이터 세트를 이용해 훈련된다. 데이터셋의 각 장면

들은 사람들이 작성한 주석이 달려있는데 이같은 데이

터를 확보하려면 많은 비용과 시간이 들어간다. GQN

은 주변에서 접할 수 있는 데이터들로도 주변 환경을 인

식할 수 있게 하려고 사람의 뇌처럼 주변 환경과 물체 

<그림 11> 슈퍼그래프(SPG)

<그림 12> 생성 쿼리 네트워크
(출처 : torch-gqn, https://github.com/iShohei220/torch-gqn, 
(Accessed September 26, 2021))
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간 물리적 상호 작용을 인지하는 것이 목표다. 사람이 

다리가 4개인 의자를 봤을 때 눈앞에는 다리가 3개만 보

여도 눈에 보이지 않는 4번째 다리가 있음을 추론하거

나 그림자 방향을 보고 광원의 위치를 예상할 수 있는 

것처럼 GQN도 주변 환경을 인식할 수 있게 하는 것이

다. GQN은 표현 네트워크(representation network)

와 생성 네트워크(generation network) 두 부분으로 

구성된다. 표현 네트워크는 입력 데이터를 기본 장면을 

설명하는 수학적 표현, 즉 벡터로 변환한다. 생성 네트

워크는 시각 시스템이 보지 못한 관점에서 장면을 예측

해 영상화한다. 표현 네트워크는 생성 네트워크가 예측

할 수 있는 관점의 장면을 알 수 없기 때문에 관찰한 장

면의 실제 레이아웃을 가능한 한 정확하게 표현하는 방

법을 찾게 된다. 객체 위치, 색상, 공간 레이아웃 등 가

장 중요한 요소들을 캡처하는 것이다. 생성 네트워크

는 장면 표현과 새로운 카메라 관점이 제공되면 원근

법, 교합, 조명 등이 사전에 지정되지 않아도 선명한 영

상을 생성한다.

Ⅴ. 2D로부터 3D 변환을 위한 신경망

2D 영상에서 3D 영상으로 변환하는 연구 중 신경망 

방식을 적용한 예를 다음과 같이 소개한다.

1. 신경망 부분

가역 신경망으로부터 표현적인 3D 모양 추상화 학

습을 하는 것으로 Learning Expressive 3D Shape 

Abstractions with Invertible Neural Networks[13]이 

있다. 이 연구에서는 암시적 표면 기능과 메쉬의 효율

적인 계산을 위해 표현적인 흐름 기반 3D 표현을 사용

하여 단순성과 의미를 결합하려고 시도한다. 표현력이 

뛰어난 3D 표현을 통해 비지도 학습으로 3D 개체를 

기하학적으로 정확하고 의미가 일관된 배열로 구문적 

분석을 해낸다. 모델은 비지도 학습으로 5개의 원시특

징(Primitive)만을 사용하여 3D 개체를 분석하는 방법

을 배우게 된다. 그리고 ShapeNet 데이터셋, 4D 데이

터 셋인 D-FAUST, 손 포즈 데이터셋인 FreiHAND에서 

원시특징이 복잡한 기하학을 캡처함으로써, 적은 수의 

원시특징만으로도 기하학적으로 정확하고 해석 가능한 

3D 모델을 구성한다.

<그림 14>에서처럼 기존의 방법은 복잡한 3D 모양

을 부품으로 분해하기 위해 단순한 모양에 의존한다. 결

과적으로 정확한 재구성을 추출하기 위해 많은 수의 원

시 특징이 필요하다. 

<그림 13> ShapeNet 데이터셋 객체

<그림 14> 기존의 원시 기반 방법(Primitive-based Methods)
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<그림16>에서 보는 바와 같이 신경망 파트는 곡면

의 종수가 0인 구체로부터 기하학적으로 더 정확하고 

의미있는 모양을 생성한다. 가역 신경 네트워크(INN, 

Invertible Neural Network)를 사용하면 예측된 모양

의 암시적, 명시적 표현을 효율적으로 계산하고 예측된 

부분에 다양한 제약 조건을 부과할 수 있고 기본 매개

변수(직육면체의 중심 및 크기)를 직접 예측한다. <그

림 15>는 각 원시특징을 완전히 정의하기 위해 가역 신

경 네트워크를 사용하고 이를 통해 복잡한 기하학을 캡

처하는 원시특징을 가질 수 있으므로 간단한 볼록 모양 

원시특징에 의존하는 기존 접근 방식<그림 14>에 비해 

훨씬 적은 원시특징을 사용하여 기하학적으로 더 정확

한 표현이 가능하게 된다.

2. pixelNeRF

pixelNeRF[14]는 하나 또는 소수의 입력 영상을 조건

으로 연속적인 신경 장면 표현을 예측하는 프레임워크

이다. 픽셀 NeRF는 완전한 컨볼루션 방식으로 영상 입

력에 대한 NeRF(NeRF의 궁극적인 목표는 뷰 합성으

로 하나의 물체를 여러 각도에서 동시에 촬영한 영상 n

장을 입력 데이터로 사용하고 그 영상들을 이용해서 영

상에 주어지지 않은 새로운 각도에서의 동일 물체의 영

상을 만들어내는 것)를 조절하는 아키텍처를 도입하여 

독립적으로 모든 뷰에 대한 표현 최적화 작업 시 발생

하는 많은 뷰에 대한 계산 시간을 단축하고자 한다. 이

<그림 15> Neural Parts의 새로운 3D 프리미티브 표현

<그림 16> 가역 신경 네트워크 INN(Invertible Neural Network)

<그림 17> 가역 신경망으로 표현적인 3D 모양 학습 결과

<그림 18> 하나 또는 소수의 입력 영상으로부터 연속 신경 장면 표현을 예

측하는 학습 프레임워크
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를 통해 네트워크는 여러 장면에 걸쳐 훈련되어 사전

에 장면을 학습할 수 있으므로 희소 뷰 세트(최소한 하

나)에서 피드포워드 방식으로 새로운 뷰 합성을 수행

할 수 있게 된다.

<그림 19>는 pixelNeRF 아키텍처로 뷰 방향이 d

인 대상 카메라 광선을 따라 쿼리 포인트 x에 대해 

a 해당 영상 특징을 투영 및 보간을 통해 특징 볼륨

을 W에서 추출한다. 공간 좌표와 함께 NeRF 네트워

크 f의 출력 RGB 및 농도 값은 볼륨 렌더링 되어 대

상과 비교된다. 좌표 x와 d는 입력 뷰의 카메라 좌표

계에 있다.

이외에 2D로부터 3D로 변환하는 네트워크로는 메

타 학습을 활용하여 적은 양의 다중 뷰와 일관된 라이

트 필드 재구성을 하게 되고 시간과 메모리 복잡성이 

크게 감소하여 실시간 렌더링이 가능한 라이트 필드 

네트워크(Light Field Networks)[15]와 기하학적 정

보와 모양을 모두 부호화하는 연속적인 3D 구조 인식 

장면 표현인 SRN(Scene Representation Networks)

[16] 장면 네트워크가 있으며, 실제 물체에서 사진을 

찍고 이 사진을 3D 장면으로 변환하는 ShaRF[17]에 

사용된 모양 네트워크(shape network)가 있다. 모양

네트워크를 통해 영상의 잠재 코드를 복셀로 구성된 

3D 모양으로 매핑하여 영상 개체로 부터 유용한 정보

를 얻게 된다.

Ⅵ. 생성적 기법에 의한 2D로부터 
3D 모델링

1. GANverse3D

GANverse3D[18]는 2D 영상을 3D 모델로 변환해주

고, 가상 환경에서 시각화 및 제어가 가능한 애플리케이

션이다. 이는 특정 자동차 사진 1장만으로 사실적인 전

조등, 후미등, 점멸등까지 완비한 3D 모델을 구축해 가

상의 장면에서 주행하게 만들 수 있다. 동일한 객체를 

서로 다른 각도에서 캡처하는 데이터셋은 현실적으로 

드물다. 따라서 웹상에서 공개적으로 얻을 수 있는 자동

차 영상과 같은 실세계 데이터에서 다시 점 영상을 얻기 

위해 GAN 모델을 활용했다. 

<그림 20>을 보면 입력 영상(첫 번째 열)이 주어졌을 

때 3D 모양, 질감 및 동일한 시점(두 번째 열)이 렌더링 

한다. 나머지 3개의 다른 뷰에서도 렌더링 된다. 모델은 

다양한 모양, 질감 및 관점, 단단한(관절 된) 물체, 즉 새

<그림 19> pixelNeRF 아키텍처

<그림 20> 왼쪽: GAN의 입력 영상과 다양한 시점에서의 렌더링, 오른쪽: 

: 역 그래픽스 네트워크의 입력 영상과 다양한 시점에서의 렌더링
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와 말에 대해서도 동일한 접근 방식을 보여준다.

<그림 21>는 두 가지 렌더러(Renderers)를 보여주는

데 GAN(작업에서는 StyleGAN)과 차별 가능한 그래픽 

렌더러(DIB-R) 스타일을 사용한다. GAN은 합성 데이

터 생성기로서, 이 데이터에 레이블을 붙이고, 데이터셋

은 영상에서 3D 속성을 예측하는 역 그래픽 네트워크를 

훈련시키는데 사용된다. 

2. DIB-R

2D 사진은 3D 장면의 투영이다. 3D 장면은 카메라

나 관점에서 본 3D 메쉬, 정점, 면, 텍스처 맵 및 광원의 

모음이다. 3D 개체를 재구성하기 위한 대입 방식은 정

점, 면, 광원 및 텍스처의 가능한 모든 조합을 계산하는 

것이다. 이 조합은 2D로 투영될 때 입력으로 제공된 것

과 동일한 2D 영상을 생성해야 한다. DIB-R[19]은 2D 

사진 한 장으로 3D 모델을 만드는 것으로 신경망을 훈

련시켜 완벽한 질감을 갖춘 3D 모델을 생성한다. 물론 

이전에도 3D 모델을 자동 생성하는 유사 기술은 있었

다. 하지만 정확한 결과를 얻으려면 다양한 각도에서 촬

영한 사진이 많이 필요하고 소프트웨어 영상의 특정 개

체 크기와 모양을 이해시키려면 인간이 숫자를 입력할 

필요가 있었다. DIB-R은 이런 문제를 고급 기술이 없는 

사람이라도 간단하게 3D 모델링 할 수 있게 만들었다. 

 <그림 22>에서 첫 번째 열은 실측 영상이고 두 번째

와 세 번째 열은 DIB-R 모델의 예측, 네 번째와 다섯 번

째 열은 SoftRas-Mesh의 결과, 마지막 두 열은 N3MR

의 결과이다.

3.  3D-GAN(3D Generative 
Adversarial Network)

3D-GAN[20]은 생성적 적대 네트워크와 함께 체적

형(3D) 컨볼루션 네트워크(Volumetric Convolutional 

Neural Network)를 활용한다. 3D 객체 생성은 영상 생

성보다 더 어려운데 이것은 2D 영상의 공간에 비해 3D 

모양의 공간을 모델링하는 것이 더 어렵기 때문이다. 

<그림 21> GANverse3D의 두 가지 렌더러(Renderers)

<그림 22> DIB-R 구조

<그림 23> 결과: 단일 영상에서 3D 개체 예측, 기하학 및 색상
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3D-GAN은 체적형 컨볼루션 네트워크와 GAN을 활용

하여 확률적 공간에서 3D 객체를 생성한다. 이 모델의 

장점은 세 가지이다. 첫째, 생성기가 객체 구조를 암시

적으로 캡처하고 고품질 3D 객체를 합성할 수 있다. 둘

째, 생성기는 저차원 확률 공간에서 3D 개체의 공간으

로 매핑을 설정하여 참조 영상 또는 CAD 모델 없이 개

체를 샘플링하고 3D 개체를 다양하게 탐색할 수 있다. 

셋째, 판별자는 비지도 학습된 강력한 3D 모양을 제공

한다. <그림 24>는 고품질 3D 객체를 생성한 결과이다.

4. pi-GAN

생성적 시각 모델 및 신경 렌더링의 최근 발전을 통

해 3D 인식 영상 합성은 빠른 발전을 했다. 그러나 기

존 접근 방식은 두 가지 면에서 부족하다. 첫째, 기본 

3D 표현이 부족하거나 뷰 불일치 렌더링으로 다중 뷰

에서 일관성이 없는 영상을 합성할 수 있다. 둘째, 표

현력이 충분하지 않은 표현 네트워크 아키텍처에 의

존하는 경우가 많으며 결과적으로 영상 품질이 떨어진

다. pi-GAN[21]은 고품질 3D 인식 영상 합성을 위해 

π-GAN 또는 pi-GAN(Periodic Implicit Generative 

Adversarial Networks)이라는 새로운 생성 모델을 제

안한다. π-GAN은 주기적인 활성화 기능과 체적 렌더

링을 통한 신경 표현을 활용하여 장면을 미세한 세부 사

항으로 일관된 3D로 표현하여 고품질의 다중 뷰 일관된 

영상을 <그림 25>와 같이 생성한다. <그림 26>은 역 렌

더링 및 독창적인 합성을 통해 암시적 표현의 매개변수

를 고정한 후, 렌더링될 때 대상 영상과 가장 잘 일치하

는 광도 필드(radiance field)를 생성하는 컨디셔닝 매

개변수에 대해 최적화한 실험 결과이다.

5. 3D-FCR-alphaGAN

GAN 또는 VAE(Variational Auto-Encoder)를 활용

한 생성 모델은 활발한 연구가 이루어지는 방법 중 하나

이다. 이는 고품질 생성을 가능하게 할 뿐만 아니라 확

률적 공간 및 다양체를 사용하여 감독 없이 표현 학습, 

특징 추출 및 일부 인식 작업에 적용된다.

3D-FCR-alphaGAN[22]은 특히 다양한 3D 다중 객

체를 합성하고 모양, 객체, 레이아웃을 포함한 객체를 

인식할 수 있는데 3D 다중 객체 생성 모델은 AR/VR 및 

그래픽 분야에서 매우 중요한 작업이다. 데이터셋은 12

개의 클래스(빈, 천장, 바닥, 벽, 창, 의자, 침대, 소파, 

<그림 24> 3D-GAN으로 합성한 모양

<그림 25> π-GAN은 128 x 128에서 CelebA, Cats 및 CARLA에서 

3D 인식 이미지 합성에 대한 결과를 달성

<그림 26> 역 렌더링 및 뷰 합성
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테이블, TV, 가구, 오브제)가 있는 185,000개 이상의 장

면으로 구성된다.

네트워크 아키텍처는 자동 인코딩 생성적 적대 네트

워크이다. 이것은 3DGAN, alphaGAN 및 SimGAN에

서 영감을 받았다. 그리고 완전 컨볼루션 레이어와 다중 

객체 분류는 생성 모델의 새로운 아키텍처로 생성적 적

대 네트워크와 변형 자동 인코더를 결합했다.

 이외 생성적 기법의 3D 모델링으로 3D-IWGAN[23], 

GIRAFFE[24] 등을 들 수 있는데 3D-IWGAN은 GAN을 

적용한 3D 연구로 건물 형태의 합성을 대상으로 한다. 

특히 NYC 시내의 700개 고층 건물 세트를 사용하여 

3D GAN을 훈련한 다음 GAN을 사용하여 새로운 디자

인을 생성하고 특정 유형의 객체에 대한 3D 포인트 클

라우드를 생성하도록 설계되었다. 그리고 3개의 GAN 

프로젝트를 진행하였는데 3D 개체의 생성, 영상 입력

에 따라 3D 개체를 생성, 깊이 스캔에서 3D 개체를 재

구성하는 기능을 한다.

심층 생성 모델을 사용하면 고해상도에서 사실적

인 영상 합성이 가능하다. 그러나 많은 응용 프로그

램의 경우 이것은 쉽지 않은데, 이유는 콘텐츠 생성

도 제어할 수 있어야 하기 때문이다. 이에 최근 몇 가

지 연구 중에서 GIRAFFE는 합성 3D 장면 표현을 생

성 모델에 통합하면 더 제어 가능한 영상 합성으로 이

어지도록 하였다. 합성 특수 영상으로 추가 감독 없이 

구조화되지 않은 영상 컬렉션에서 학습하면서 배경

과 개별 개체의 모양 및 모양 내에서 하나 이상의 개

체를 분리할 수 있다. 이 장면 표현을 신경 렌더링 파

이프라인과 결합하면 빠르고 사실적인 영상 합성 모

델이 생성된다. 

<그림 30>은 2D 기반의 GAN과 비교한 것으로 (우)

측에 있는 물체는 (좌)측에 있는 물체에 비해 일관된 움

직임과 크기를 보여준다. 

<그림 27> 수집한 데이터셋

<그림 28> 3D-FCR-alphaGAN 네트워크 아키텍처

<그림 29> 리포지토리에 사용된 3개의 GAN을 설명하는 다이어그램

<그림 30> (좌) 2D 기반 GAN을 위한 단일 개체 번역, (우) GIRAFFE방

법에 대한 단일 개체 번역의 비교 실험
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Ⅶ. 3D 스타일트랜스퍼(3D style 
transfer)

3D 스타일트랜스퍼[25]는 3D 특징 임베딩을 스

타일 전송에 의해 새로운 뷰 합성을 한다. 여기에는 

DeepVoxels, SRN(Scene Representation Networks) 

및 Neural Meshes 등이 있다. 이러한 신경망은 2D 영

상 세트에서 학습한 객체의 새로운 3D 영상을 생성할 

수 있다. 하지만 이러한 3D 구조에 2D 스타일을 전달

하는 연구는 거의 수행되지 않았는데 3D 스타일트랜스

퍼는 이러한 3D 모델에 2D 영상의 스타일을 전달한다.

3D 응용 프로그램에 대한 개발 시간을 단축하기 

위해 2D 영상을 3D로 변환할 수 있는 가속화 도구로

는 NVIDIA Kaolin 라이브러리[26]와 GAN기법으로 

3D 게임 캐릭터를 실감나게 표현하는 키메라 페인터

(Chimera Painter)[27]가 있다. NVIDIA Kaolin 라이브

러리는 다양한 3D 표현 작업을 위한 PyTorch API를 제

공하며 모듈식 미분 렌더링, 표현 간의 빠른 변환, 데이

터 로딩, 3D 체크포인트 등과 같은 GPU 최적화 작업을 

포함하고 메쉬, 포인트 클라우드 및 복셀 그리드에 대한 

3D 체크포인트를 USD 형식으로 내보내 모델 교육을 

대화형으로 시각화할 수 있다. 키메라 페인터는 몸 부

위마다 다른 색과 선으로 몬스터를 그리면 현실감 있는 

질감의 가상 몬스터를 생성할 수 있게 해주는 도구이다. 

키메라 페인터의 강점은 게임 아티스트(사용자)를 위해 

실제 붓 질감으로 작동하는 것이다. 

Ⅷ. 결 론

2D를 3D로 변환하는 작업이 고가의 장비인 3D 스

캐너나 3D 프로그램에 의존했지만, 인공지능의 발전으

로 사용자가 온라인을 통해 손쉽게 2D 영상을 3D 영

상으로 변환할 수 있게 되었다. 이러한 3D 딥러닝 연

구를 가속화하기 위한 도구로 NVIDIA Kaolin 라이브

러리,  GAN기법으로 3D 게임 캐릭터를 실감나게 만들 

수 있는 키메라 페인터를 소개하였다. 2D로부터 3D로 

변환하는 방법으로서 강화학습을 이용한 3D 모델 자

동 생성 기법, 라이트 필드 네트워크, SRN 장면 표현 

네트워크와 ShaRF에서 사용된 모양 네트워크(shape 

network) 등이 소개되었다. 또한 GAN을 이용한 생성

적 기법 중 GANverse3D, DIB-R, 3D-GAN, pi-GAN, 

3D-FCR-alphaGAN, 3D-IWGAN 등이 소개되었다. 향

후 2D로부터 3D 변환하는 연구의 방향을 예상해 보면, 

현실과 같은 정교하고 높은 해상도를 보이는 3D 모델

들이 개발될 것으로 기대되고 또한 적은 데이터 또는 하

나의 영상에서 나머지 모습을 추론하여 3D를 생성하는 

연구가 더욱 활발할 것으로 예상한다. 다양한 3D 가속

화 도구의 발전을 통해 일반인도 쉽게 한 장의 2D영상

으로부터 다양하고 높은 품질의 3D 모델을 생성할 수 

있을 것으로 기대한다.

<그림 31> 2D 영상의 스타일을 3D에 전달
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