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있다는 측면에서 매우 매력적인 방향성을 보여주었으

나 교사 학습 기법들과의 성능 차이로 인하여 크게 성공

을 거두지는 못하였고 컴퓨터 비전의 큰 방향성은 이때 

까지만 해도 교사 학습 기법으로 학습된 네트워크를 활

용하는데 초점이 맞추어져 있었다.

이러한 연구의 방향은 Contrastive Learning을 통한 

자가 학습 기법의 발현을 통하여 큰 성공을 거두었는

데, Contrastive Learning을 활용한 다양한 자가 학습 

기법들이 소개되기 시작하며 여러 가지 테스크에서 교

사 학습 기법을 뛰어넘는 성능을 보여주었다. 이러한 연

구의 시작은 SimCLR[11]이라고 할 수 있는데, 단일 영

상에서 두 가지의 데이터 증분(Data Augmentation)을 

활용하여 두 가지의 다른 영상을 만들고 이를 Positive

라고 가정하고 다른 영상들을 Negative라고 가정한 후, 

InfoNCE[11] 기반 손실 함수를 활용하여 네트워크를 학

습하는 기법을 제안하였다. 이러한 SimCLR은 어떠한 

Supervision도 사용하지 않고 데이터 증분만을 활용하

여 Contrastive Learning을 통한 자가 학습을 가능케 

하였다는 데 큰 의미가 있었고 실제 많은 테스크에서도 

이전 방법론들의 성능을 크게 뛰어넘으며 가능성을 보

여주었다. 이러한 InfoNCE[12,13] 기반의 Contrastive 

Learning은 충분히 많은 Negative 샘플들이 있어야 성

능이 보장된다는 한계를 가지고 있었는데, SimCLR 논

문에서도 이를 해결하기 위하여 배치(Batch) 내의 영

상을 약 4,096개 이상 사용하여 이들의 조합을 가지고 

Negative 샘플을 만들어 학습을 진행하였다[11]. 이러

한 설계 방안은 GPU의 용량 및 속도에 의존도가 높아 

사용이 제한적이었고, 이후의 연구는 이러한 한계를 어

떻게 뛰어넘을지에 초점을 맞추었다. SimCLR 연구와 

비슷하게 메모리 뱅크(Memory Bank) 개념을 사용하

여 Negative를 생성하고 이를 활용하여 Contrastive 

Learning을 수행하는데 이때 메모리 뱅크 쪽으로는 손

실 함수에 그래디언트(Gradient)를 흘려주지 않는 방

법으로 Negative 샘플링을 위한 큰 스케일의 배치 사

이즈의 문제를 해결하려 하였는데, 메모리 뱅크 안에 

존재하는 특징 표현자가 현재의 업데이트된 특징 표현

자와 크게 상이하여, 너무 쉬운 Negative로 고려되었

고, 따라서 제한적인 성능을 보여주었다. 이를 해결하

기 위하여 MOCO[14]라는 방법론에서는 Momentum 

Encoder 개념을 제한하여 메모리 뱅크에 저장된 영상

을 Momentum Encoder를 활용하여 특징 표현자를 

추출하고 이를 활용하여 Contrastive Learning을 하
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는 방향으로 확장되었다. 이러한 기법은 Momentum 

Encoder가 천천히 기존 Encoder를 따라가게 하여 안

정적인 학습이 가능해졌다. <그림 5>는 이러한 초창기 

연구의 도식도이다. 

이러한 연구들은 향후에 Negative Sample을 완전

히 사용하지 않는 방향들로 다양하게 확장이 되었는데, 

Bootstrap Your Own Latent(BYOL)[15], SwAV[16], 

SimSiam[17] 같은 방법들은 Negative Sample들을 전

혀 사용하지 않고 Positive Sample들만을 효과적으

로 활용하여 자가 학습 성능을 극대화하였다. 또한 최

근에는 다양한 컴퓨터 비전 분야에서 Transformer들

을 활용하여 성능을 극대화하고 있는데, 이런 Vision 

Transformer에도 자가 학습을 이용해서 학습하는 다양

한 방법론들, Self-supervised Vision Transformer(SiT)

[18], DINO[19], BEIT[20], Masked Autoencoder[21]

와 같은 기술들이 활발히 연구되어 오고 있다.  

III. 기존 방법들의 한계점 및 향후 
연구 방향

기존의 자가 학습 기법들은 Contrastive Learning을 

활용하여 그 성능이 극대화되었고, Vision Transformer

와 같은 다양한 구조(Architecture)에서도 좋은 성능을 

보여주고 있다. 하지만 이러한 자가 학습 기법들은 영상 

레벨(Image-level)에서는 활발히 연구되어 왔으나 픽

셀 레벨(Pixel-level)에서는 제한적으로 연구가 되어왔

다는 한계를 가진다. 최근 이러한 픽셀 레벨의 특징 표

현자도 자가 학습 기법을 활용하여 잘 학습하려는 시도

들이 있었지만 성능이 제한적이었기에, 이를 극복할 수 

있는 방법론들에 대한 고민이 필요하다. 또한 최근에 많

은 적용 분야에서 컴퓨터 비전과 자연어 처리를 동시에 

활용하려는 움직임이 있는데, 이러한 영상과 자연어를 

동시에 활용하여 좋은 특징 표현자를 학습하려는 연구

는 제한적으로 시도되어서 이를 해결하는 연구 또한 매

우 중요해질 것이다.  

IV.  결 론

본 고에서는 최근 인공지능 분야에서 가장 각광받는 

기법 중에 하나인 자가 학습 기법에 대한 최근 연구 동

향에 대해서 논의하였다. 컴퓨터 비전 분야의 자가 학습 

기법은 Contrastive Learning을 활용한 솔루션들이 높

은 성능을 나타내며 성공을 거두었는데, 영상만을 활용

하여 어떻게 Positive와 Negative Sample들을 찾아내

는지에 대한 연구가 주를 이루어 왔다. 또한 이러한 기

존의 자가 학습 기법에 대한 한계점와 향후 방향성에 대

하여 논의를 진행하였다. 이러한 자가 학습 기법은 그 

잠재력과 활용성이 무궁무진하므로 이에 대한 연구 및 

논의는 계속 필요할 것이다.  
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